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1. Introduction

L�analyse en composantes principales (ACP), ou principal component analysis

(PCA) en anglais, permet d�analyser et de visualiser un jeu de données contenant

des individus décrits par plusieurs variables quantitatives, voir Alboukadel Kas-

sambara (2019).

C�est une méthode statistique qui permet d�explorer des données dites multivariées

(données avec plusieurs variables). Chaque variable pourrait être considérée comme

une dimension di¤érente. Si vous avez plus de 3 variables dans votre jeu de don-

nées, il pourrait être très di¢ cile de visualiser les données dans une �hyper-espace�

multidimensionnelle.

L�analyse en composantes principales est utilisée pour extraire et de visualiser

les informations importantes contenues dans une table de données multivariées.

L�ACP synthétise cette information en seulement quelques nouvelles variables ap-

pelées composantes principales. Ces nouvelles variables correspondent à une com-

binaison linéaire des variables originels. Le nombre de composantes principales est

inférieur ou égal au nombre de variables d�origine.

L�information contenue dans un jeu de données correspond à la variance ou l�inertie

totale qu�il contient. L�objectif de l�ACP est d�identi�er les directions (i.e., axes

principaux ou composantes principales) le long desquelles la variation des données

est maximale.

En d�autres termes, l�ACP réduit les dimensions d�une donnée multivariée à deux

ou trois composantes principales, qui peuvent être visualisées graphiquement, en

perdant le moins possible d�information.Lorsque le nombre de variables observées
1
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est élevé, il devient di¢ cile de proposer une représentation graphique des données

et des relations existant entre les variables.

2. Notations

Les notations suivantes seront utilsées par la suite :

� Une matrice de m lignes et p colonnes: M (m� p) :
� Un élement (ou vecteur) de l�espace Rm :

e : =

0BBBBBBBB@

x1
...

xi
...

xm

1CCCCCCCCA
2M (m� 1) :

� Le vecteur unitaire de Rm :

1m :=

0BBBBBBBB@

1
...

1
...

1

1CCCCCCCCA
2M (m� 1) :

� La matrice poids est une matrice diagonale de Rm � Rm :

D` :=

0BBBBB@
`1 0 � � � 0

0
. . . 0

...
... 0 `m�1 0

0 � � � 0 `m

1CCCCCA 2M (m�m)

où ` = (`1; :::; `m)
t :

� La matrice identité Idm est une matrice D1 :

Idm :=

0BBBBB@
1 0 � � � 0

0
. . . 0

...
... 0 1 0

0 � � � 0 1

1CCCCCA 2M (m�m) :

� La norme d�un vecteurs e =(x1; :::; xm)t de Rm :

kek =
q
x21 + :::+ x

2
m:
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� La distence entre deux point e =(x1; :::; xm)t et f =(y1; :::; ym)t de Rm :

d (e; f) = ke� fk =
q
(x1 � y1)2 + :::+ (xm � ym)2:

� Le produit scalaire de deux vecteurs e =(x1; :::; xm)t et f =(y1; :::; ym)t de
Rm :

he; fi = etf =x1y1 + :::+ xmym = hf ; ei :

En particulier he; ei = kek2 :
� L�opérateur de projection orthogonal d�un vecteur e =(x1; :::; xm)t de Rm

sur une droite vectorielle dirigée par le vecteur u :

Projue =
he;ui
kuk2

u:

En particulier, si u est un vecteur unitaite, kuk = 1; alors

Projuv = hv;uiu:

� Une famille de vecteurs fu1; :::;umg est dite orthogonale si:


ui;uj

�
= 0;

pour i 6= j:
� Une famille de vecteurs fu1; :::;umg est dite orthonormal si:



ui;uj

�
= 0;

pour i 6= j et hui;uii = 1:
� Si fv1; :::;vmg est une famille libre de l�espace vectoriel euclidien Rm (donc
une base, mais n�est pas nécessairement orthogonale), alors en utilisant le

procédé de Gram-Schmidt, on peut contruire de cette dernière, une autre

famille fu�1; :::;u�mg formant une base orthonomale du même espace, via ce
processus:

u1 = v1 ! u�1 =
u1
ku1k

u2 = v2 �Proju1v2 ! u�2 =
u2
ku2k

u3 = v3 �Proju1v3 � Proju2v3 ! u�3 =
u3
ku3k

...
...

...

um = vm �
Pm�1

j=1 Projujvm ! u�m =
um
kumk

� Deux matrices carrées A et B sont dites semblables s�il existe une matrice

inversible P telle que A = PBP�1; où P�1 est la matrice inverse de P:

� Une matrice diagonalisable est une matrice carrée semblable à une matrice
diagonale. Cette propriété est équivalente à l�existence d�une base de

vecteurs propres, ce qui permet de dé�nir de manière analogue un en-

domorphisme diagonalisable d�un espace vectoriel. Plus precisement, une
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matrice carrée M à coe¢ cients dans un corps K est dite diagonalisable sur

K s�il existe une matrice inversible P et une matrice diagonale D à coe¢ -

cients dans K satisfaisant la relation :

M = PDP�1;

Dans ce cas, chaque vecteur colonne v de la matrice P est un vecteur propre

pour la matriceM; c�est-à-dire qu�il existe un scalaire � sur la diagonale de

D tel queMv = �v:

� Théorème de diagonalisation: Une matrice A 2 M (m�m) est diago-
nalisable si et seulement si tout ses vecteurs propres sont linéairement

independants.

� Une matrice carréeM 2M (m�m) orthogonale est une matrice unitaire
à coe¢ cients réels, c�est à dire elle véri�e MtM =MMt = Idm: Une

matriceM est orthogonale si et seulement si elle est inversible et son inverse

est égale à sa transposée : M�1 = Mt: Une matrice carrée est orthogonale

si et seulement si ses vecteurs colonnes sont orthogonaux deux à deux et de

norme 1: Ainsi une matrice orthogonale représente une base orthonormale.

Le déterminant d�une matrice orthogonale est de carré 1; c�est-à-dire qu�il

est égal à +1 ou �1:
� Une matrice symétrique M est une matrice carrée qui est égale à sa propre

transposée: M =Mt:

� Pour une matrice M carrée symétrique réelle, il existent une matrice di-

agonale D; formée des valeurs propres, et une matrice P orthogonale, en

colonnes formée des vecteurs propres othonormés, telle que

M = PDPt;

où Pt est la matrice transposée de P:

� Les vecteurs propres d�une matrice symétrique réelle qui correspondent à des
valeurs propres distinctes sont orthogonaux deux à deux.

� Les matrices symétriques réelles sont diagonalisables par une matrice orthog-
onale.

� Une matriceM (m�m) qui à m valeurs propres disctinctes est diagonalis-

able, en paticulier les matrices symétriques réelles.
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3. Procédure de l�ACP

3.1. Matrice des observations. Le point de départ de l�ACP est un nuage de

points (e1; :::; en) de Rp: Chaque point correspondant à un individu pour lequel on
observe p variables quantitatives (X1; :::;Xp) : On note xij la valeur de la j-ème

variable Xj mesurée sur le i-ème individu ei; ainsi Xj = (x1j ; :::; xnj)
t 2 Rn avec

1 � i � n et 1 � j � p; désigne le vecteur contenant les observations de la variable j
pour tous les individus, et ei = (xi1 ; :::; xip)

t 2 Rp désigne le vecteur des observations
de l�individu i. Ces observations sont rassemblées dans une matrice notée X�; dont

les colonnes correspondent aux vecteurs (X1; :::;Xp) :

X� =

0BB@
x11 � � � x1p
...

. . .
...

xn1 � � � xnp

1CCA 2M (n� p) :

On obtient donc en ligne, les observations de chaque individu, et en colonne, les

observations de chaque variable.

Application 3.1. Les notes, sur 10 de 6 élèves, en trois matières; mathématiques,

Français et sciences naturelles:

X� =

0BBBBBBBBBB@

8 1 0

4 6 5

6 8 7

10 4 7

8 2 5

0 3 6

1CCCCCCCCCCA
2M (6� 3) :

3.2. Choix de l�origine et réduction des variables. A�n de faciliter les représen-

tations graphiques du nuage de points, on choisit en général comme origine le centre

de gravité du nuage. Le nuage se retrouve alors centré autour de cette nouvelle

origine. Pour cela, on défnit le centre de gravité du nuage des individus par :

g =

0BBBBBBB@

1

n

Xn

i=1
xi1

1

n

Xn

i=1
xij

...
1

n

Xn

i=1
xip

1CCCCCCCA
2M (p; 1) :

Autrement dit, le centre de gravité g est le vecteur dont la j-ème coordonnée gj

correspond à la valeur moyenne de la variable j sur les n individus. On se retrouve
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alors avec une version centrée de la matrice X� ; que l�on note

X = X� � 1ngt:

Pus précisememt, on a

1ng
t=

0BBBBBBBB@

1
...

1
...

1

1CCCCCCCCA
�
g1; g2; � � � gp

�
=

0BB@
g1 � � � gp
...

. . .
...

g1 � � � gp

1CCA 2M (n; p) ;

ansi

X =

0BB@
x11 � g1 � � � x1p � gp

...
. . .

...

xn1 � g1 � � � xnp � gp

1CCA 2M (n; p) :

Fig.1

De même, il est souvent plus commode de travailler avec des variables réduites

(c�est-à-dire dont l�écart-type vaut 1), a�n de les rendre comparables entre elles et

de gommer les e¤ets d�échelle. En d�autre termes, on divise les coordonnées de

chaque colonne par l�écart-type correspondant. Plus précisément, notons

s2j :=
1

n

nX
i=1

(xij � gj)2 ; j = 1; :::; p;
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la variance empirique de la variable Xj; et 1=s = (1=s1; :::; 1=sp)
t : On dé�nit la

matrice poids suivante:

D1=s :=

0BBBBB@
1=s1 0 � � � 0

0
. . . 0

...
... 0 1=sp�1 0

0 � � � 0 1=sp

1CCCCCA 2M (p� p) :

La version centrée et réduite de la matrice des observations est

Z = XD1=s =

0BB@
x11�g1
s1

� � � x1p�gp
sp

...
. . .

...
xn1�g1
s1

� � � xnp�gp
sp

1CCA 2M (n; p) :

On dé�nit, respectivement, les matrices de variance-covariance et de corrélation

associées du vecteur (X1; :::;Xp) par

V =
1

n
XtX 2M (p� p) et R = 1

n
ZtZ 2M (p� p) :

On note que V et R sont deux matrices symétriques:

Vt =
1

n
XXt = V et Rt = R:

Application: Pour notre exemple, le centre de gravité du nuage est

g =
1

6

0BB@
8 + 4 + 6 + 10 + 8 + 0

1 + 6 + 8 + 4 + 2 + 3

0 + 5 + 7 + 7 + 5 + 6

1CCA =
1

6

0BB@
36

24

30

1CCA =

0BB@
6

4

5

1CCA ;
ansi la matrice centrée du nuage est

X =

0BBBBBBBBBB@

8� 6 1� 4 0� 5
4� 6 6� 4 5� 5
6� 6 8� 4 7� 5
10� 6 4� 4 7� 5
8� 6 2� 4 5� 5
0� 6 3� 4 6� 5

1CCCCCCCCCCA
=

0BBBBBBBBBB@

2 �3 �5
�2 2 0

0 4 2

4 0 2

2 �2 0

�6 �1 1

1CCCCCCCCCCA
:

Calculons la matrice de variance-convariance V: Le transposé de X est

Xt =

0BB@
2 �2 0 4 2 �6
�3 2 4 0 �2 �1
�5 0 2 2 0 1

1CCA ;
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donc

V =
1

6
XtX =

1

6

0BB@
2 �2 0 4 2 �6
�3 2 4 0 �2 �1
�5 0 2 2 0 1

1CCA

0BBBBBBBBBB@

2 �3 �5
�2 2 0

0 4 2

4 0 2

2 �2 0

�6 �1 1

1CCCCCCCCCCA
:

Après le calcul on trouve

V =

0BB@
10: 667 �1: 333 �1: 333
�1: 333 5: 666 3: 666

�1: 333 3: 666 5: 666

1CCA :
Calculons la matrice de corrélation R: L�écart-type de chaque variable colonne sont:

s1 =

r
1

6

�
(8� 6)2 + (4� 6)2 + (6� 6)2 + (10� 6)2 + (8� 6)2 + (0� 6)2

�
= 3: 266 0

�
véri�cation

p
10: 667 = 3: 266

�
;

s2 =

r
1

6

�
(1� 4)2 + (6� 4)2 + (8� 4)2 + (4� 4)2 + (2� 4)2 + (3� 4)2

�
= 2: 380 5

�
véri�cation

p
5: 666 7 = 2: 380 5

�
;

s3 =

r
1

6

�
(0� 5)2 + (5� 5)2 + (7� 5)2 + (7� 5)2 + (5� 5)2 + (6� 5)2

�
;

= 2: 380 5
�
véri�cation

p
5: 666 7 = 2: 380 5

�
:

Par conséquent 1=s = (0:306; 0:420; 0:420)t ; et la matrice poids est

D1=s =

0BB@
1
s1

0 0

0 1
s2

0

0 0 1
s3

1CCA =

0BB@
0:306 0 0

0 0:420 0

0 0 0:420

1CCA :
Ainsi, la matrice de nuage centré-reduit est

Z = XM =

0BBBBBBBBBB@

2 �3 �5
�2 2 0

0 4 2

4 0 2

2 �2 0

�6 �1 1

1CCCCCCCCCCA

0BB@
0:306 0 0

0 0:420 0

0 0 0:420

1CCA :
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Le calul donne

Z =

0BBBBBBBBBB@

0:612 �1: 260 �2: 100
�0:612 0:840 0

0 1: 680 0:840

1: 224 0 0:840

0:612 �0:840 0

�1: 837 �0:420 0:420

1CCCCCCCCCCA
Ainsi la matrice de corrélation est

R =
1

6
ZtZ =

1

6

0BB@
0:612 �0:612 0 1: 224 0:612 �1: 837
�1: 260 0:840 1: 680 0 �0:840 �0:420
�2: 100 0 0:840 0:840 0 0:420

1CCA

�

0BBBBBBBBBB@

0:612 �1: 260 �2: 100
�0:612 0:840 0

0 1: 680 0:840

1: 224 0 0:840

0:612 �0:840 0

�1: 837 �0:420 0:420

1CCCCCCCCCCA
Le calcul donne

R =

0BB@
0:999 �0:171 �0:171
�0:171 0:999 0:647

�0:171 0:647 0:999

1CCA :
3.3. Espace des individus et espace des variables. Deux points de vue peuvent

être adoptés pour l�étude du nuage de points :

- on peut associer à chaque individu i le vecteur ei contenant ses observations sur

les p variables (i.e. la i-ème ligne de X). Ce vecteur appartient à un espace vectoriel

de dimension p : c�est l�espace des individus.

- on peut associer à chaque variable j le vecteur Xj contenant les observations

de la variable j (i.e. la j-ème colonne de X). Ce vecteur appartient à un espace

vectoriel de dimension n : c�est l�espace des variables.

3.4. Choix d�une distance. L�étape suivante consiste à introduire une distance

entre les points de chacun des deux espaces dé�nis ci-dessus. En ACP, on utilise par

convention la distance euclidienne classique. Autrement dit, la distance entre deux
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individus, representés par les vecteurs ei et ei0 ; est donnée par :

d2 (ei; ei0) =

pX
j=1

(xij � xi0j)2 :

Le choix de la distance euclidienne permet de donner le même poids à chacune

des variables. Cependant, il est possible de considérer une métrique défnie par une

matrice symétrique défnie positiveM 2M (p� p) de la façon suivante:

d2 (ei; ei0) = (ei � ei0)tM (ei � ei0) :

La distance euclidienne classique correspond donc au casM = Idp:

Fig.2

3.5. Inertie. On défnit ensuite la notion d�inertie totale:

IT =
1

n

nX
i=1

d2 (ei;g) =
1

n

nX
i=1

pX
j=1

(xij � gj)2 :
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Fig. 3

L�inertie mesure la dispersion des points du nuage par rapport à son centre de

gravité: plus l�inertie est grande, plus le nuage est dispersé, et à l�inverse plus l�inertie

est petite, plus le nuage est concentré autour de son centre de gravité. L�inertie du

nuage de points IT s�interprète facilement en terme de variance. En efet, on a :

IT =
1

n

nX
i=1

pX
j=1

(xij � gj)2 =
pX
j=1

"
1

n

nX
i=1

(xij � gj)2
#

=

pX
j=1

24 1
n

nX
i=1

 
xij �

1

n

nX
i=1

xij

!235 ;
ainsi on a

IT =

pX
j=1

s2j :

Donc l�inertie totale du nuage de points est donc égale à la somme des variances des

variables. En d�autres termes,

IT = Trace V:

Notons que si les variables sont réduites, i.e. si leur écart-type vaut 1, alors la

trace de la matrice V vaut exactement p: Autrement dit, ce n�est plus la matrice de

variance-covariance V qui joue un rôle, mais la matrice de corrélation R:

Application:

� Si le nuyage est centré, on a:

IT = (3: 266 0)
2 + (2: 380 5)2 + (2: 380 5)2 = 22:
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� Si le nuyage est centré-réduit, on a:

IT = 3 (nombre de colonnes).

Inertie par rapport à un sous-espace vectoriel

Notons E un sous-espace vectoriel passant par le centre de gravité g: L�inertie du

nuage de points par rapport à ce sous-espace vectoriel E est défnie par:

IE =
1

n

pX
j=1

d2
�
ei;ProjE;i

�
;

où ProjE;i désigne la projection orthogonale de ei sur E:

Décomposition de l�inertie

Considérons une décomposition de Rp en deux sous-espaces vectoriels supplémen-
taires, orthogonaux, et passant par et passant par g; c�est à dire

Rp = E� E?;

où E? désigne l�espace othogonal a E: On peut montrer facilement que :

IT = IE + IE? : (3.1)

En e¤et, par le théorème de Pythagore, on a

d2
�
ei;ProjE;i

�
+ d2

�
ei;ProjE?;i

�
= d2 (ei;g) :

En projetant le nuage de points sur un sous-espace E; on perd l�inertie mesurée par

IE; et on ne conserve que celle mesurée par IE? :

Fig.4



13

Dans le cas particulier où E est un axe (i.e. un sous-espace vectoriel de dimension

1), IE? mesure l�étirement du nuage selon cet axe. On parle également de l�inertie

portée par l�axe E: Si on note u le vecteur directeur unitaire de l�axe E; i.e. kuk = 1;
on a l�expression matricielle suivante pour l�inertie expliquée par cet axe :

IE? = u
tVu =



ut;Vu

�
: (3.2)

En e¤et,

IE? =
1

n

nX
i=1

d2
�
ei;ProjE?;i

�
=

1

n

nX
i=1

ei �ProjE?;i2 = 1

n

nX
i=1

khei;uiuk2 (relation de Chasles)

=
1

n

nX
i=1

hei;ui2 kuk2 =
1

n

nX
i=1

hei;ui2

=
1

n

nX
i=1

�
etiu
�2
=
1

n

nX
i=1

�
etiu
� �
utei

�
=

1

n

nX
i=1

�
utei

� �
etiu
�
= ut

"
1

n

nX
i=1

eie
t
i

#
u = ut

�
1

n
XXt

�
u = utVu:

La décomposition de l�inertie obtenue en (3:1) est connue sous le nom de Théorème

de Huygens. On peut le généraliser au cas d�une décomposition de Rp comme
somme de p sous-espaces de dimension 1 et orthogonaux entre eux :

Rp = E1 � E1 � :::� Ep:

Ansi

IT = IE?1 + IE?2 + :::+ IE?p :
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Fig: 5

3.6. Principes généraux. L�objectif d�une analyse en composantes principales est

de projeter le nuage de points sur des sous-espaces a�nes de dimension plus petite,

tels que la projection selon chacun de ces sous-espaces soit la plus �dèle possible.

Autrement dit, on souhaite minimiser la distance entre les points du nuage initial

et leurs projections selon le sous-espace considéré. En reprenant les notations de

la section précédente, on cherche alors un sous-espace E tel que l�inertie IE soit

minimale, ou de façon équivalente, tel que l�inertie expliqué par E; IE soit maximale.

Plus précisément, on cherche en ACP une décomposition de Rp en sous-espaces
orthogonaux de dimension Rp notés E1; ::;Ep passant par le centre de gravité du
nuage, et tels que l�inertie expliquée par chacun de ces axes soit maximale.Pour

cela, on procède de façon itérative en cherchant d�abord le premier axe E1 tel que

IE?1 soit maximale, puis l�axe E2 orthogonal à E1 et tel que IE?2 soit maximale, et

ainsi de suite.

Autrement dit, on efectue un changement de repère dans Rp tel que, dans ce nouveau
système de représentation, le premier axe explique le plus possible l�inertie totale du

nuage, le deuxième axe le plus possible l�inertie non prise en compte par le premier

axe, et ainsi de suite.

3.6.1. Recherche du premier axe principal. On cherche donc un axe E1; passant par

g; et tel que IE1 soit minimum, ou de façon équivalente tel que IE?1 soit maxi-

mum.Notons u1 le vecteur directeur unitaire de l�axe E1: On cherche donc u1 tel
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que IE?1 soit maximum sous la contrainte ku1k2 = 1: On obtient alors le problème
d�optimisation sous contrainte suivant :(

maxu1 IE?1
ku1k2 = 1

()
(
maxu1 u

t
1Vu1

ut1u1 = 1
:

Pour résoudre ce problème de maximisation sous contraintes, on utilise la méthode

des multiplica teurs de Lagrange. On doit alors trouver u1 vérifant

@

@u1

�
ut1Vu1 � �1

�
ut1u1 � 1

��
= 0:

En utilisant la dérivée matricielle

2Vu1 � 2�1u1 = 0 () Vu1 = �1u1:

Autrement dit, u1 est un vecteur propre de la matrice de variance-covariance des

données V: Or, d�après l�équation (3:2) on a:

IE?1 = u
t
1Vu1 = u

t
1 (�1u1) = �1u

t
1u1 = �1 ku1k

2 = �1:

Comme on cherche à maximiser IE?1 on va également chercher à maximiser �1 et on

choisira donc la plus grande valeur propre de la matrice V:

Finalement, le vecteur directeur unitaire de l�axe E1 est le vecteur propre associé à

la plus grande valeur propre de la matrice V:

3.6.2. Recherche des axes suivants. Une fois que le premier axe a été identifé, on

cherche l�axe E2; othogonal à E1 et tel que l�inertie IE2 soit minimale, ou de façon

équivalent tel que IE?2 soit maximale. En notant u2 le vecteur directeur unitaire de

E2; on doit alors résoudre le système suivant :8>><>>:
maxu2 u

t
2Vu2

ku2k2 = ut2u2 = 1
u2 ? u1 () hu1;u2i = ut2u1 = 0:

:

Par rapport au cas précédent, on a donc une contrainte de plus car le nouvel axe

doit être orthogonal au premier. On utilise la encore la méthode des multiplicateurs

de Lagrange. On cherche donc u2 qui véri�ant

@

@u2

�
ut2Vu2 � �2

�
ut2u2 � 1

�
� �ut2u1

�
= 0;

c�est-à-dire :

2Vu2 � 2�2u2 � �u1 = 0: (3.3)
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En multipliant à gauche par ut1 et en utilisant le fait que u1 et u2 sont orthogonaux,

et que u1 est de norme 1; on obtient :

2ut1Vu2 � 2�2ut1u2 � �ut1u1 = 0 =) 2ut1Vu2 � �ut1u1 = 0

=) 2
�
Vtu1

�
u2 � �ut1u1 = 0

=) 2 (Vu1)
t u2 � �ut1u1 = 0

=) 2�1u
t
1u2 � �ut1u1 = 0

=) � = 0:

Finalement, en reprenant l�équation (3:3) ; on obtient :

Vu2 = �2u2:

Le vecteur directeur unitaire de E2 est donc également un vecteur propre de V:

Comme on cherche à maximiser l�inertie IE?2 on va raisonner de même que pour le

premier axe et maximiser �2: On choisira donc pour u2; le vecteur propre associé à

la deuxième plus grande valeur propre de V:

On raisonne demême pour trouver les axes suivants, dont les vecteurs directeurs

unitaires sont tous des vecteurs propres de la matriceV; associés aux valeurs propres

ordonnées par ordre décroissant.

La matrice V étant symétrique, elle possède bien p vecteurs propres qui forment

une base orthogonale de Rp:

Les axes E1; E2; :::;Ep sont appelées axes factoriels, ou axes principaux d�inertie.

Application: claculons les valeurs propore de la matrice variance-covariance V:

Pour cela on cherche les racines du polynôme caractéristique de V; dé�ni par le

déterminant de V � �Id3 que l�on note det (V � �Id3) : Ona

V � �Id3 =

0BB@
32
3

�4
3
�4
3

�4
3

17
3

11
3

�4
3

11
3

17
3

1CCA� �
0BB@
1 0 0

0 1 0

0 0 1

1CCA :
Alors

det (V � �Id3) =

��������
32
3
� � �4

3
�4
3

�4
3

17
3
� � 11

3

�4
3

11
3

17
3
� �

�������� = ��
3 + 22�2 � 136�+ 192:
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Les solutions de l�équation ��3 + 22�2 � 136�+ 192 = 0; sont

�1 = 12 > �2 = 8 > �3 = 2:

Le vecteur prorpre associé à la valeur propre �1 = 12 est une solution du système0BB@
32
3

�4
3
�4
3

�4
3

17
3

11
3

�4
3

11
3

17
3

1CCA
0BB@
a

b

c

1CCA = 12

0BB@
a

b

c

1CCA
Ce système se réduit a a = �2b et b = c: Observons que0BB@

a

b

c

1CCA =

0BB@
�2b
b

b

1CCA = b

0BB@
�2
1

1

1CCA :

Donc u�1 =

0BB@
�2
1

1

1CCA est le premier vecteur propre. Pour qu�il soit un vecteur

directeur du premire axe factoriel (principal), il doit être de norme 1. Nous avons

ku�1k =
q
(�2)2 + 12 + 12 =

p
6; ainsi

u1 = u
�
1= ku�1k =

0BB@
�2
1

1

1CCA =p6;
est le vecteur directeur (unitaitre) du premiere axe principalE1:De la mêmemanière,

on trouve les vecteurs propres associés à �2 = 8 et �3 = 2 sont

u�2 =

0BB@
1

1

1

1CCA et u�3 =

0BB@
0

�1
1

1CCA :
En normalisant, on trouve

u2 = u
�
2= ku�2k =

0BB@
1

1

1

1CCA =p3 et u3 = u�3= ku�3k =
0BB@

0

�1
1

1CCA =p2:
Les deux derniers vecteurs directeurs (unitaitres) des deux axes principals E2 et E3

sont orthogonaux deux à deux à E1: On peut véri�er facilement que les produit

scalaires:

hui;uji = 0; i 6= j et hui;uji = 1:

En d�autre termes (u1;u2;u3) forme une base pour R3; ainsi R3 = E1 � E2 � E3:
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Necir 3.1. Si les valeurs propres ne sont pas distinctes, alors les axes principaux

peuvent être déterminés en utilisant le procédé de Gram-Shmidt.

3.6.3. Contribution des axes à l�inertie totale. Par le théorème de Huygens, on a :

IT = IE?1 + IE?2 + :::+ IE?p = �1 + �2 + :::+ �p:

L�inertie expliquée par l�axe Ej est :

IE?j = �j;

et le pourcentage d�inertie expliquée par cet axe, aussi appelé contribution relative,

est égale à :
�j

�1 + �2 + :::+ �p
:

De la même façon, on peut défnir le pourcentage d�inertie expliquée par le sous-

espace

Fh = E1 � E2 � :::� Eh

par:
�1 + �2 + :::+ �h
�1 + �2 + :::+ �p

:

Ces pourcentages d�inertie expliquée permetent de rendre compte de la part de

variabilité du nuage expliquée par le sous-espace considéré. En particulier, si les

dernières valeurs propres sont faibles, les axes associés expliqueront une faible part

de l�inertie totale et pourront être négligés. Dans la pratique, on représentera alors

le nuage de points dans un sous-espace de dimension d < p; où d est choisi tel que

l�inertie expliquée par les d premiers axes soit proche de 1; c�est à dire proche de

100=100:

Application:

� L�enertie totale du nuage (e1; e2; :::; e6) par rapport au centre de gravité g
est:

IT = �1 + �2 + �3 = 12 + 8 + 2 = 22:

� Les inerties expliquées par les axes E1; E2 et E2 sont respectivement

IE?1 = �1 = 12; IE?2 = �2 = 8; et IE?3 = �3 = 2:

� Les pourcentages d�inerties expliquées (contribution relative) par E1; E2 et
E2 sont respectivement

IE?1 (r) =
12

12 + 8 + 2
= 54%; IE?2 (r) =

8

12 + 8 + 2
= 36%
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et

IE?3 (r) =
2

12 + 8 + 2
= 9%:

� Le pourcentage d�inertie expliquée par le sous-espace F2 = E1 � E2 est

IF?2 =
�1 + �2

�1 + �2 + �p
=

12 + 8

12 + 8 + 2
= 90%:

3.7. Représentation des individus dans les nouveaux axes. Notons yij la

coordonnée de l�individu i selon l�axe Ej: Par défnition, on a :

yij = hei;uji = etiuj:

En notant yi le vecteur des coordonnées de l�individu i dans la nouvelle base et U

la matrice des vecteurs propres, on obtient alors :

yti = e
t
iU:

En notant Y la matrice contenant en ligne les coordonnées des individus dans la

nouvelle base, on a :

Y = XU: (3.4)

Application: rappelons que la mtrice des vecteurs propres est

u =

0BB@
�2=

p
6 1=

p
3 0

1=
p
6 1=

p
3 �1=

p
2

1=
p
6 1=

p
3 1=

p
2

1CCA :
Les coordonnees des individus dans le nouveau repere (u1;u2;u3) sont de�nis par

les collones de cette matrice

Y =

0BBBBBBBBBB@

2 �3 �5
�2 2 0

0 4 2

4 0 2

2 �2 0

�6 �1 1

1CCCCCCCCCCA

0BB@
�2=

p
6 1=

p
3 0

1=
p
6 1=

p
3 �1=

p
2

1=
p
6 1=

p
3 1=

p
2

1CCA :

Le calcul donne

Y =

0BBBBBBBBBB@

�4: 899 �3: 464 �1: 414
2: 449 0 �1: 414
2: 449 3: 464 �1: 414
�2:449 3: 464 1: 414

�2: 449 0 1: 414

4: 899 �3: 464 1: 414

1CCCCCCCCCCA
:
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3.7.1. Qalité de représentation des individus. Comme on travaille avec des projec-

tions du nuage initial dans un sous-espace, il faut faire atention à l�interprétation

géométrique du nouveau nuage de points obtenu. En e¤et, si le fait que deux points

projetés soient éloignés l�un de l�autre assure que les deux points initiaux (i.e. non

projetés) sont également éloignés l�un de l�autre. Le fait que deux points projetés

soient proches l�un de l�autre n�implique pas forcément que les points initiaux le

soient aussi. Pour interpréter correctement la proximité entre deux points projetés,

il faut s�assurer au préalable que ces points sont bien représentés dans le sous-espace

sur lequel on les a projetés. Pour cela, on s�intéresse à l�angle entre le point ei et

le sous-espace sur lequel on projete, et plus précisément au cosinus carré de cet an-

gle. Ainsi, si ce cosinus carré est proche de 1, cela veut dire que l�individu est bien

représenté par sa projection sur le sous-espace. Par suite, si deux individus bien

représentés par leurs projections sur un sous-espace et ont des projections qui sont

proches, alors on peut en déduire qu�ils sont également proches dans l�espace entier.

Le cosinus carré de l�angle �ij entre ei et uj est donné par :

cos2 �ij =
hei;uji2

keik2
=
(etiuj)

2

keik2
=

y2ij

keik2
: (3.5)

De même, on peut calculer le cosinus carré de l�angle �ijj0 entre ei et le sous-espace

engendré par les axes Ej et Ej0 par:

cos2 �ijj0 = cos
2 �ij + cos

2 �ij0 :

Comme keik = kyik (il s�agit simplement d�un changement de base, la norme du
vecteur etant inchangée), on a

pX
j=1

cos2 �ij = 1:

Application: calculons tout d�abord la norme au carrée keik2 ; i = 1; 2; ::::6: Rap-
pelons que

X =

0BBBBBBBBBB@

2 �3 �5
�2 2 0

0 4 2

4 0 2

2 �2 0

�6 �1 1

1CCCCCCCCCCA
:
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Alors

ke1k2 = 22 + (�3)2 + (�5)2 = 38; ke2k2 = (�2)2 + (2)2 + (0)2 = 8;

ke3k2 = 02 + (4)2 + (2)2 = 20; ke4k2 = (4)2 + (0)2 + (2)2 = 20;

ke5k2 = 22 + (�2)2 + (0)2 = 8 et ke6k2 = (�6)2 + (�1)2 + (1)2 = 38:

Le cosinus au carée des angles, entre chaque individue et chaque composante, est

récapitulé dans le tableau suivant:

cos2 � =

0BBBBBBBBBBB@

y211
ke1k2

y212
ke1k2

y213
ke1k2

y221
ke2k2

y222
ke2k2

y223
ke2k2

y231
ke3k2

y232
ke3k2

y233
ke3k2

y241
ke4k2

y242
ke4k2

y243
ke4k2

y251
ke5k2

y252
ke5k2

y253
ke5k2

y261
ke6k2

y262
ke6k2

y263
ke6k2

1CCCCCCCCCCCA
=

0BBBBBBBBBBBBB@

(�2
p
6)
2

38

(�2
p
3)
2

38

(�
p
2)
2

38

(
p
6)
2

8
(0)2

8

(�
p
2)
2

8

(
p
6)
2

20

(2
p
3)
2

20

(�
p
2)
2

20

(�
p
6)
2

20

(2
p
3)
2

20

(
p
2)
2

20

(�
p
6)
2

8
(0)2

8

(
p
2)
2

8

(2
p
6)
2

38

(�2
p
3)
2

38

(
p
2)
2

38

1CCCCCCCCCCCCCA
:

Après le calcul, on obtient

cos2 � =

0BBBBBBBBBB@

0:631 0:315 0:0526

0:75 0 0:25

0:3 0:6 0:1

0:3 0:6 0:1

0:75 0 0:25

0:631 0:315 79 0:0526

1CCCCCCCCCCA
:

3.7.2. Interprétation des nouveaux axes en fonction des individus. On rappelle que

l�inertie expliquée par un axe Ej est:

IE?j =
1

n

nX
i=1

d2
�
ei;ProjE?j ;i

�
=
1

n

nX
i=1

hei;uji2 = �j; j = 1; :::; p:

Comme tous les individus ont le même poids, ils contribuent chacun à cette inertie

à hauteur de

ca (i; j) =
1

n
y2ij:

On parle de contribution absolue. Autrement dit, plus la projection d�un individu

sur un axe donné est grande, plus il contribuera à expliquer l�axe en question. In-

versement, un individu dont la projection sur un axe est faible, et donc proche du

centre de gravité, contribuera peu à l�inertie portée par cet axe. On peut aussi
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s�intéresser à la contribution relative d�un individu à un axe Ej: L�inertie portée par

l�axe étant �j; la contribution relative est donnée par:

cr (i; j) =
ca (i; j)
�j

=
y2ij
n�j

:

Application:

� La matrice de contributions absolues des individus (e1; e2; :::; e6) à l�inertie

ca =
1

6

0BBBBBBBBBB@

�
�2
p
6
�2 �

�2
p
3
�2 �

�
p
2
�2�p

6
�2

02
�
�
p
2
�2�p

6
�2 �

2
p
3
�2 �

�
p
2
�2�

�
p
6
�2 �

2
p
3
�2 �p

2
�2�

�
p
6
�2

02
�p
2
�2�

2
p
6
�2 �

�2
p
3
�2 �p

2
�2

1CCCCCCCCCCA
=

0BBBBBBBBBB@

4 2 0:33

1 0 0:33

1 2 0:33

1 2 0:33

1 0 0:33

4 2 0:33

1CCCCCCCCCCA
:

� Rappellon que les valeurs propres sont �1 = 12 > �2 = 8 > �3 = 2: Alors

la matrice de contributions relatives des individus (e1; e2; :::; e6) à l�inertie

portée par chaque axe E1;E2;E2 est récapitulée au tableau suivant:

cr =

0BBBBBBBBBB@

4=12 2=8 0:33=2

1=12 0=8 0:33=2

1=12 2=8 0:33=2

1=12 2=8 0:33=2

1=12 0=8 0:33=2

4=12 2=8 0:33=2

1CCCCCCCCCCA
=

0BBBBBBBBBB@

0:33 0:25 0:16

0:08 0 0:16

0:08 0:25 0:16

0:08 0:25 0:16

0:08 0 0:16

0:33 0:25 0:16

1CCCCCCCCCCA
:

3.7.3. Reconstruction et approximation de la matrice de données (théorème d�Eckart-

Young). Rappellons que Xuj = yj. En multipliant les deux membres de cette équa-

tion par utj; on obitient Xuju
t
j = yju

t
j: Comme uj sont des vecteurs orthonormés,

alors que
Pp

j=1uju
t
j = Idp; ce qui implique que

X =

pX
j=1

yju
t
j:

En forme matricielle, cette derniere est équivalente aX= Yut: De meme, en utilisant

le fait que Vuj = �juj; on obtient

V =

pX
j=1

�juju
t
j = u�u

t;
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où

� =

0BBBBB@
�1 0 � � � 0

0 �2
. . . 0

...
. . . . . .

...

0 � � � 0 �p

1CCCCCA :
Dans ce context, le fameux Théorème d�Eckart-Young

X =

pX
j=1

p
�jpjq

t
j;

où pj et qj sont les vecteurs propres de XX t et X tX= V; respectivement. La

dernière équation est équivalente à

X = P
p
�Qt:

L�ACP permet de reconstruire la matrice de données X; et de construire des ap-

proximations de X de rang inférieur, c�est-à-dire de rang k avec k < p: Ce problème

est connu sous le nom d�approximation de rang faible. La meilleure approximation

de rang k de la matrice X est la matrice Ak veri�ant

Ak = argmin
Ak
kX�Akk2 ; avec rang (Ak) = k: (3.6)

Elle s�obtient à l�aide des k premiers vecteurs propres de la matrice V; i.e. les

vecteurs propres associés aux k plus grandes valeurs propres de V: Plus précisément

Ak = Xuku
t
k;

où uk 2 M (p� k) contenant en colonnes les k premiers vecteurs propres i.e uk =
[u1;u2::::;uk] : Ce résultat est connu sous le nom de théorème de Eckart-Young.

L�erreur d�approximation est donnée par la somme des valeurs propres restantes:

kX�Akk2 =
pX
j=k

�j:

Application 3.2. Rappelons au la matrice des vecteurs propres est

u =

0BB@
�2=

p
6 1=

p
3 0

1=
p
6 1=

p
3 �1=

p
2

1=
p
6 1=

p
3 1=

p
2

1CCA :
La meilleure approximation de rang 2 de la matrice X est A2 =Xu2u

t
2; où

u2 =

0BB@
�2=

p
6 1=

p
3

1=
p
6 1=

p
3

1=
p
6 1=

p
3

1CCA :
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Alors

A2 =

0BBBBBBBBBB@

2 �3 �5
�2 2 0

0 4 2

4 0 2

2 �2 0

�6 �1 1

1CCCCCCCCCCA

0BB@
�2=

p
6 1=

p
3

1=
p
6 1=

p
3

1=
p
6 1=

p
3

1CCA
 
�1
3

p
6 1

6

p
6 1

6

p
6

1
3

p
3 1

3

p
3 1

3

p
3

!
:

Après le calul on trouve:

A2 =

0BBBBBBBBBB@

2 �4 �4
�2 1 1

0 3 3

4 1 1

2 �1 �1
�6 0 0

1CCCCCCCCCCA
:

L�erreur de l�approximation est

kX�A2k2 =
3X
j=3

�j = �3 = 2:

3.8. Représentation des variables. La recherche des axes factoriels nous a per-

mis d�identifer une nouvelle base orthonormée de l�espace Rp: Les nouveaux axes
obtenus sont des combinaisons linéaires des axes initiaux, et on peut donc associer

aux variables initiales les combinaisons linéaires correspondantes a�n de former de

�nouvelles variables�, appelées composantes principales. On peut alors s�intéresser à

l�interprétation de ces �nouvelles variables�, en cherchant à les relier aux �anciennes

variables�.

Dé�nition 3.1. On note c1; :::; cp les composantes principales, avec ck la com-

posante principale correspond a l�axe Ek: On a

ck =

pX
j=1

ukjXj = Xuk:

Proposition 3.1. Les composantes principales vérifent :

- E[cj] = 0

- Var [cj] = �j

- Cov [cjck] = 0; j 6= k:
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Démonstration 3.1. Les composantes principales sont centrées comme combinaisons

linéaires de variables centrées (rappelons que l�on a supposé que le nuage de points

était centré). On se place maintenant dans Rn pour calculer la covariance entre
deux composantes principales:

Cov [cj; ck] =
1

n
(Xuk)

t (Xuj) =
1

n
utkX

tXuj = u
t
kVuj = �ju

t
kuj =

(
0 si k 6= j
�j si k = j

)
:

Application 3.3. Les composantes principales de notre exemple sont dé�nies par

les collones de cette matrice

c = Xu =

0BBBBBBBBBB@

2 �3 �5
�2 2 0

0 4 2

4 0 2

2 �2 0

�6 �1 1

1CCCCCCCCCCA

0BB@
�2=

p
6 1=

p
3 0

1=
p
6 1=

p
3 �1=

p
2

1=
p
6 1=

p
3 1=

p
2

1CCA :

Après calcul, on obtient

C =

0BBBBBBBBBBBBB@

c1 c2 c3

�4: 89 �3: 46 �1: 41
2: 44 0 �1: 41
2: 44 3: 46 �1: 41
�2: 44 3: 46 1: 41

�2: 44 0 1: 41

4: 89 �3: 46 1: 41

1CCCCCCCCCCCCCA
= Y

3.8.1. Qalité de la réprésentation et cercle des corrélations. A�n d�étudier le lien

entre les composantes principales et les variables initiales, on s�intéresse aux corréla-

tions entre les nouvelles et les anciennes variables. On dé�nit d�abord la covariance

entre une variable initiale Xj et une composante principale ck :

Cov (Xj; ck) =
1

n
ctkXj =

1

n
(Xuk)

tXj =
1

n
utkX

tXj

=
1

n
utkX

tX

0BBBBBBBB@

0
...

1
...

0

1CCCCCCCCA
= utkV

0BBBBBBBB@

0
...

1
...

0

1CCCCCCCCA
= �ku

t
k

0BBBBBBBB@

0
...

1
...

0

1CCCCCCCCA
= �kukj:
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On en déduit la corrélation entre Xj et ck :

COR [Xj; ck] =
Cov (Xj; ck)p
Var (Xj)Var (ck)

=
�kukjq
s2j�k

=
p
�k
ukj
sj
:

Sous forme matricielle, on a

COR = Dp
�u

tD1=� 2M (p� p) :

Si les variables sont réduites, alors

COR [Xj; ck] =
p
�kukj:

Sous forme matricielle, on a

COR = Dp
�u 2M (p� p) :

Cette quantité donne la qualité de représentation de la variable j sur l�axe Ek: Plus

elle est proche de 1 en valeur absolue, plus la variable est bien représentée par l�axe

k: Le signe de la corrélation permet de savoir si la variable contribue positivement

ou négativement à la dé�nition de l�axe k: On représente souvent graphiquement ces

corrélations en dimension 2; à l�aide de ce que l�on appelle un cercle des corrélations.

Plus précisément, on choisit deux axes Ej et Ek; et l�on trace les points dont les

coordonnées sont les corrélations de chacune des variables avec les j-ème et k-ème

composantes principales. Un exemple est fourni dans la �gure 1.1.

Figure 1.1 �Exemple de cercle des corrélations sur le premier plan factoriel.

L�abscisse correspond à la corrélation entre chaque variable initiale et la compo-

sante principale c1; et l�ordonnée à la corrélation entre c2:

Plus une variable est proche du cercle de corrélation, mieux elle est représentée par

le plan considéré. Si deux variables proches du cercle de corrélation (et donc bien
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représentées dans le plan considéré) sont proches l�une de l�autre, alors elles sont

elle-mêmes fortement corrélées positivement. Inversement, deux variables proches

du cercle de corrélation mais symétriquement opposées par rapport à l�origine seront

fortement corrélées négativement.

Application: Rappelons que

u =

0BB@
�2=

p
6 1=

p
3 0

1=
p
6 1=

p
3 �1=

p
2

1=
p
6 1=

p
3 1=

p
2

1CCA =

0BB@
�0:81 0:57 0

0:40 0:57 �0:70
0:40 0:57 0:70

1CCA :
Nous avons

Dp
�=

0BB@
p
12 0 0

0
p
8 0

0 0
p
2

1CCA =

0BB@
3: 46 0 0

0 2: 82 0

0 0 1: 41

1CCA ;
et

D1=� =

0BB@
1=3: 26 0 0

0 1=2: 38 0

0 0 1=2: 61

1CCA =

0BB@
0:30 0 0

0 0:42 0

0 0 0:38

1CCA :
Comme COR = Dp

�u
tD1=�; alors

COR =

0BB@
3:46 0 0

0 2: 82 0

0 0 1: 41

1CCA
0BB@
�0:81 0:57 0

0:40 0:57 �0:70
0:40 0:57 0:70

1CCA
T 0BB@

0:30 0 0

0 0:42 0

0 0 0:38

1CCA :
Après le calcul, on trouve

COR =

0BB@
�0:840 78 0:581 28 0:525 92

0:482 22 0:675 11 0:610 81

0 �0:414 54 0:375 06

1CCA :
3.9. En pratique. Dans la pratique, on retient un nombre q < p d�axes princi-

paux, sur lesquels on va projeter notre nuage de points. On doit alors proposer

une interprétation des nouveaux axes obtenus, ou de façon équivalente des com-

posantes principales. On peut s�aider pour cela des outils défnis dans les sections

précédentes (contribution des individus et des variables dans la défnition des axes).

Plus précisément, on réalisera les étapes successives suivantes :

(1) centrage de la matrice de données

(2) réduction de la matrice de données si nécessaire
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(3) calcul des valeurs propres de V , et choix du nombre d�axes à retenir en

fonction du pourcentage d�inertie que l�on souhaite conserver. On peut égale-

ment utiliser des règles �empiriques�comme la règle de Kaiser dans le cas

d�une ACP sur variables réduites, qui consiste à ne garder que les axes pour

lesquels la valeur propre �j est plus grande que 1=p, ou la règle du �coude�

qui consiste à repérer un �coude�dans le graphe des valeurs propres (voir

un exemple sur la fgure 1.2).

(4) interprétation des nouvelles variables, à l�aide des cercles de corrélations :

attention, les variables doivent être proces du bord du cercle pour être bien

représentées dans le plan factoriel considéré.

(5) complément pour l�interprétation des nouveaux axes à l�aide des individus et

de leurs contribu tions à la fabrication des axes. Par exemple, on peut retenir

les individus dont la contribution est supérieure à la contribution moyenne

1n. Atention, si on souhaite comparer des individus entre eux, il faut d�abord

s�assurer qu�ils sont bien représentés dans le plan factoriel considéré.

Figure 1.2 �Éboulis des valeurs propres, exprimé en pourcentage de l�inertie totale.

On peut observer un �coude�entre les dimensions 3 et 4, et on gardera ainsi 3 axes.

3.10. E¤et taille. Lorsque toutes les variables Xj sont corrélées positivement entre

elles, la première composante principale défnit ce que l�on appelle un efet taille. En

efet, on sait qu�une matrice symétrique dont tous les termes sont positifs admet

un premier vecteur propre dont toutes les composantes sont de même signe (c�est

le théorème de Frobenius). La première composante principale est alors corrélée

positivement avec toutes les variables. Si un tel efet se produit, on veillera à ne
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pas considérer cet axe dans l�interprétation des résultats, que l�on débutera avec le

deuxième axe factoriel.

3.11. Notations générales. Dans ce chapitre, on a allégé les notations en consid-

érant la distance euclidienne classique entre les individus vus comme points de Rp;
et en afectant à chacun des individus un poids 1=n: Cependant il est possible de

placer l�ACP dans un cadre un peu plus général que l�on présente ici. De façon

générale, on peut munir Rp de la métrique défnie par la matrice M de dimension

p� p: On défnit alors le produit scalaire par :

hXi;XjiM = Xt
jMXi:

De même, on peut afecter à chaque individu des poids diférents. On choisit alors

une matrice de poids Dp de dimension n � n: La matrice de variance-covariance
s�écrit alors :

V = XtDpX;

et on a:

IT = Trace (VM)

L�ACP consiste alors à chercher les valeurs propres de la matrice VM.

4. Etude de cas (Packages R)

Plusieurs fonctions, de di¤érents packages, sont disponibles dans le logiciel R pour

le calcul de l�ACP:

� prcomp() et princomp() [fonction de base, package stats]
� PCA() [package FactoMineR]
� dudi.pca() [package ade4]
� epPCA() [package ExPosition]

Peu importe la fonction que vous décidez d�utiliser, vous pouvez facilement extraire

et visualiser les résultats de l�ACP en utilisant les fonctions R fournies dans le

package factoextra. Ici, nous utiliserons les deux packages FactoMineR (pour

l�analyse) et factoextra (pour la visualisation, des données, basée sur ggplot2).

FactoMineR est un package R dédié à l�analyse exploratoire multidimensionnelle

de données (à la Française). Il a été développé et il est maintenu par François

Husson, Julie Josse, Sébastien Lê (d�Agrocampus Rennes), et J. Mazet.

Procesdures:
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install.packages(c("FactoMineR", "factoextra"))

library("FactoMineR")

library("factoextra")

Nous utiliserons les jeux de données de démonstration decathlon2 du package fac-

toextra:

data(decathlon2)

Comme l�illustre la �gure 3.1, les données utilisées ici décrivent la performance des

athlètes lors de deux évènements sportifs (Decastar et OlympicG). Elles contiennent

27 individus (athlètes) décrits par 13 variables.

Notez que seulement certains de ces individus et variables seront utilisés pour ef-

fectuer l�analyse en composantes principales. Les coordonnées des individus et des

variables restants seront prédites après l�ACP.

� Individus actifs (en bleu clair, lignes 1:23): individus qui sont utilisés lors de
l�analyse en composantes principales.

� Individus supplémentaires (en bleu foncé, lignes 24:27): les coordonnées de
ces individus seront prédites en utilisant l�information et les paramètres de

l�ACP obtenue avec les individus/variables actifs.

� Variables actives (en rose, colonnes 1:10): variables utilisées pour l�ACP.
� Variables supplémentaires: comme les individus supplémentaires, les coor-
données de ces variables seront également prédites. On distingue des:

(1) Variables quantitatives supplémentaires (rouge): les colonnes 11 et 12 corre-

spondent respectivement au rang et aux points des athlètes.
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(2) Variables qualitatives supplémentaires (vert): Colonne 13 correspondant aux

deux rencontres sportives (Jeux olympiques de 2004 ou Décastar 2004). Il

s�agit d�une variable catégorielle. Elle peut être utilisée pour colorer les

individus par groupes.

Nous commençons par extraire les individus actifs et les variables actives pour l�ACP:

decathlon2.active <- decathlon2[1:23, 1:10]

head(decathlon2.active[, 1:6], 4)

X100m Long.jump Shot.put High.jump X400m X110m.hurdle

SEBRLE 11.04 7.58 14.83 2.07 49.81 14.69

CLAY 10.76 7.40 14.26 1.86 49.37 14.05

BERNARD 11.02 7.23 14.25 1.92 48.93 14.99

YURKOV 11.34 7.09 15.19 2.10 50.42 15.31

Standardisation des données

Dans l�analyse en composantes principales, les variables sont souvent normalisées.

Ceci est particulièrement recommandé lorsque les variables sont mesurées dans dif-

férentes unités (par exemple: kilogrammes, kilomètres, centimètres, . . . ); sinon,

le résultat de l�ACP obtenue sera fortement a¤ecté. L�objectif est de rendre les

variables comparables. Généralement, les variables sont normalisées de manière à

ce qu�elles aient au �nal i) un écart type égal à un et ii) une moyenne égale à

zéro. Techniquement, l�approche consiste à transformer les données en soustrayant

à chaque valeur une valeur de référence (la moyenne de la variable) et en la divisant

par l�écart type. A l�issue de cette transformation les données obtenues sont dites

données centrées-réduites. L�ACP appliquée à ces données transformées est appelée

ACP normée. La standardisation des données est une approche beaucoup utilisée

dans le contexte de l�analyse des données d�expression de gènes avant les analyses

de type PCA et de clustering.

Lors de la normalisation des variables, les données peuvent être transformées comme

suit:

Xi �mEan (X)
sd (X)

Où mean(x) est la moyenne des valeurs de x, et sd(x) est l�écart type (SD).

La fonction scale() peut être utilisée pour normaliser les données.
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Notez que, par défaut, la fonction PCA() [dans FactoMineR], normalise les don-

nées automatiquement pendant l�ACP; donc, vous n�avez pas besoin de faire cette

transformation avant l�ACP.

Fonction R: PCA() [FactoMineR].

Format simpli�é:

PCA(X, scale.unit = TRUE, ncp = 5, graph = TRUE)

� X: jeu de données de type data frame. Les lignes sont des individus et les
colonnes sont des variables numériques

� scale.unit: une valeur logique. Si TRUE, les données sont standardis-

ées/normalisées avant l�analyse.

� ncp: nombre de dimensions conservées dans les résultats �naux.
� graph: une valeur logique. Si TRUE un graphique est a¢ ché.

Calculer l�ACP sur les individus/variables actifs:

library("FactoMineR")

res.pca <- PCA(decathlon2.active, graph = FALSE)

print(res.pca)

Le résultat de la fonction PCA() est une liste, contenant les éléments suivants:

## **Results for the Principal Component Analysis (PCA)**

## The analysis was performed on 23 individuals, described by 10 variables

## *The results are available in the following objects:

## name description

## 1 "$eig" "eigenvalues"

## 2 "$var" "results for the variables"

## 3 "$var$coord" "coord. for the variables"

## 4 "$var$cor" "correlations variables - dimensions"

## 5 "$var$cos2" "cos2 for the variables"

## 6 "$var$contrib" "contributions of the variables"

## 7 "$ind" "results for the individuals"

## 8 "$ind$coord" "coord. for the individuals"

## 9 "$ind$cos2" "cos2 for the individuals"

## 10 "$ind$contrib" "contributions of the individuals"
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## 11 "$call" "summary statistics"

## 12 "$call$centre" "mean of the variables"

## 13 "$call$ecart.type" "standard error of the variables"

## 14 "$call$row.w" "weights for the individuals"

## 15 "$call$col.w" "weights for the variables"

L�objet créé avec la fonction PCA() contient de nombreuses informations trouvées

dans de nombreuses listes et matrices di¤érentes. Ces valeurs sont décrites dans la

section suivante.

Visualisation et interprétation

Les fonctions suivantes, de factoextra, seront utilisées:

� get_eigenvalue(res.pca): Extraction des valeurs propres / variances des
composantes principales

� fviz_eig(res.pca): Visualisation des valeurs propres
� get_pca_ind(res.pca), get_pca_var(res.pca): Extraction des résul-
tats pour les individus et les variables, respectivement.

� fviz_pca_ind(res.pca), fviz_pca_var(res.pca): visualisez les résul-
tats des individus et des variables, respectivement.

� fviz_pca_biplot(res.pca): Création d�un biplot des individus et des vari-
ables.

Dans les sections suivantes, nous allons illustrer chacune de ces fonctions.

Valeurs propres / Variances

� Comme décrit dans les sections précédentes, les valeurs propres (eigenval-
ues en anglais) mesurent la quantité de variance expliquée par chaque axe

principal. Les valeurs propres sont grandes pour les premiers axes et petits

pour les axes suivants. Autrement dit, les premiers axes correspondent aux

directions portant la quantité maximale de variation contenue dans le jeu de

données. Nous examinons les valeurs propres pour déterminer le nombre de

composantes principales à prendre en considération. Les valeurs propres et

la proportion de variances (i.e. information) retenues par les composantes

principales peuvent être extraites à l�aide de la fonction get_eigenvalue()

[package factoextra].
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library("factoextra")

eig.val <- get_eigenvalue(res.pca)

eig.val

eigenvalue variance.percent cumulative.variance.percent

Dim1 4.124

Dim2 1.839

Dim3 1.239

Dim4 0.819

Dim5 0.702

Dim6 0.423

Dim7 0.303

Dim8 0.274

Dim9 0.155

Dim10 0.122

La somme de toutes les valeurs propres donne une variance totale de 10.

La proportion de variance expliquée par chaque valeur propre est donnée dans la

deuxième colonne. Par exemple, 4.124 divisé par 10 est égal à 0.4124, ou, environ

41.24% de la variation est expliquée par cette première valeur propre. Le pourcentage

cumulé expliqué est obtenu en ajoutant les proportions successives de variances

expliquées. Par exemple, 41.242% plus 18.385% sont égaux à 59.627%, et ainsi de

suite. Par conséquent, environ 59.627% de la variance totale est expliquée par les

deux premières valeurs propres.

Les valeurs propres peuvent être utilisées pour déterminer le nombre d�axes princi-

paux à conserver après l�ACP (Kaiser 1961):

� Une valeur propre > 1 indique que la composante principale (PC) concernée
représente plus de variance par rapport à une seule variable d�origine, lorsque

les données sont standardisées. Ceci est généralement utilisé comme seuil à

partir duquel les PC sont conservés. A noter que cela ne s�applique que

lorsque les données sont normalisées.

� Vous pouvez également limiter le nombre d�axes à un nombre qui représente
une certaine fraction de la variance totale. Par exemple, si vous êtes satis-

faits avec 70% de la variance totale expliquée, utilisez le nombre d�axes pour

y parvenir.
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Malheureusement, il n�existe pas de méthode objective bien acceptée pour dé-

cider du nombre d�axes principaux qui su¢ sent. Cela dépendra du domaine

d�application spéci�que et du jeu de données spéci�ques. Dans la pratique,

on a tendance à regarder les premiers axes principaux a�n de trouver des

pro�ls intéressants dans les données.

Dans notre analyse, les trois premières composantes principales expliquent 72% de

la variation. C�est un pourcentage acceptable.

Une autre méthode pour déterminer le nombre de composantes principales est de

regarder le graphique des valeurs propres (appelé scree plot). Le nombre d�axes

est déterminé par le point, au-delà duquel les valeurs propres restantes sont toutes

relativement petites et de tailles comparables (Jollife 2002, Peres-Neto, Jackson, and

Somers (2005)).

Le graphique des valeurs propres peut être généré à l�aide de la fonction fviz_eig

() ou fviz_screeplot () [package factoextra].

fviz_eig(res.pca, addlabels = TRUE, ylim = c(0, 50))

Du graphique ci-dessus, nous pourrions vouloir nous arrêter à la cinquième com-

posante principale. 87% des informations (variances) contenues dans les données

sont conservées par les cinq premières composantes principales.

Graphique des variables

Une méthode simple pour extraire les résultats, pour les variables, à partir de l�ACP

est d�utiliser la fonction get_pca_var() [package factoextra]. Cette fonction
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retourne une liste d�éléments contenant tous les résultats pour les variables actives

(coordonnées, corrélation entre variables et les axes, cosinus-carré et contributions).

var <- get_pca_var(res.pca)

var

Dim.1 Dim.2 Dim.3 Dim.4 Dim.5

X100m 17.54 1.751 7.34 0.138 5.39

Long.jump 15.29 4.290 2.93 1.625 7.75

Shot.put 13.06 0.397 21.62 2.014 8.82

High.jump 9.02 11.772 8.79 2.550 23.12

Plus la valeur de la contribution est importante, plus la variable contribue à la

composante principale en question.

La fonction fviz_contrib() [package factoextra] peut être utilisée pour créer un

bar plot de la contribution des variables. Si vos données contiennent de nombreuses

variables, vous pouvez décider de ne montrer que les principales variables contribu-

tives. Le code R ci-dessous montre le top 10 des variables contribuant le plus aux

composantes principales:

# Contributions des variables à PC1

fviz_contrib(res.pca, choice = "var", axes = 1, top = 10)

# Contributions des variables à PC2

fviz_contrib(res.pca, choice = "var", axes = 2, top = 10)

La contribution totale à PC1 et PC2 est obtenue avec le code R suivant:

fviz_contrib(res.pca, choice = "var", axes = 1:2, top = 10)
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La ligne en pointillé rouge, sur le graphique ci-dessus, indique la contribution moyenne

attendue. Si la contribution des variables était uniforme, la valeur attendue serait

1/length(variables) = 1/10 = 10%. Pour une composante donnée, une variable avec

une contribution supérieure à ce seuil pourrait être considérée comme importante

pour contribuer à la composante.

Notez que la contribution totale d�une variable donnée, pour expliquer la variance

retenue par deux composantes principales, disons PC1 et PC2, est calculée comme

contrib = [(C1 � Eig1) + (C2 � Eig2)]=(Eig1 + Eig2)

où

� C1 et C2 sont les contributions de la variable aux axes PC1 et PC2, respec-
tivement

� Eig1 et Eig2 sont les valeurs propres de PC1 et PC2, respectivement. Rap-
pelons que les valeurs propres mesurent la quantité de variation retenue par

chaque PC.Dans ce cas, la contribution moyenne attendue (seuil) est calculée

comme suit:

Comme mentionné ci-dessus, si les contributions des 10 variables étaient uniformes,

la contribution moyenne attendue pour une PC donnée serait 1/10 = 10%. La

contribution moyenne attendue d�une variable pour PC1 et PC2 est:

[(10 � Eig1) + (10 � Eig2)]=(Eig1 + Eig2)

On peut voir que les variables - X100m, Long.jump et Pole.vault - contribuent le

plus aux dimensions 1 et 2.

Les variables les plus importantes (ou, contributives) peuvent être mises en évidence

sur le graphe de corrélation comme suit:
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fviz_pca_var(res.pca, col.var = "contrib", gradient.cols = c("#00AFBB",

"#E7B800", "#FC4E07"))

Notez qu�il est aussi possible de modi�er la transparence des variables en fonction de

leurs contributions en utilisant l�option alpha.var = "contrib". Par exemple, tapez

ceci:

# Changez la transparence en fonction de contrib

fviz_pca_var(res.pca, alpha.var = "contrib")

Description des dimensions

Dans les sections précédentes, nous avons décrit comment mettre en évidence les

variables en fonction de leurs contributions aux composantes principales.

Notez également que la fonction dimdesc() [dans FactoMineR], pour dimension

description (en anglais), peut être utilisée pour identi�er les variables les plus sig-

ni�cativement associées avec une composante principale donnée . Elle peut être

utilisée comme suit:

res.desc <- dimdesc(res.pca, axes = c(1,2), proba = 0.05)

# Description de la dimension 1
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res.desc$Dim.1

correlation p.value

Long.jump 0.743 0.734 6.72e-05

Discus 0.428 4.15e-02

Shot.put -0.702 1.91e-04

High.jump

Javeline

X400m

X110m.hurdle

X100m

# Description de la dimension 2

res.desc$Dim.2

Graphique des individus

Les résultats, pour les individus, peuvent être extraits à l�aide de la fonction get_pca_ind()

[package factoextra]. Comme get_pca_var(), la fonction get_pca_ind() re-

tourne une liste de matrices contenant tous les résultats pour les individus (coor-

données, corrélation entre individus et axes, cosinus-carré et contributions)

ind <- get_pca_ind(res.pca)

ind

## Principal Component Analysis Results for individuals

##===================================================

## Name Description

## 1 "$coord" "Coordinates for the individuals"

## 2 "$cos2" "Cos2 for the individuals"

## 3 "$contrib" "contributions of the individuals"

Pour accéder aux di¤érents éléments, utilisez ceci:

# Coordonnées des individus

head(ind$coord)

# Qualité des individus

head(ind$cos2)

# Contributions des individus

head(ind$contrib)
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Graphique: qualité et contribution

La fonction fviz_pca_ind() est utilisée pour produire le graphique des individus.

Pour créer un graphique simple, tapez ceci:

fviz_pca_ind (res.pca)

Comme les variables, il est également possible de colorer les individus en fonction

de leurs valeurs de cos2:

fviz_pca_ind (res.pca, col.ind = "cos2",

gradient.cols = c("#00AFBB", "#E7B800", "#FC4E07"),

repel = TRUE # Évite le chevauchement de texte )

Notez que les individus qui sont similaires sont regroupés sur le graphique.

Vous pouvez également modi�er la taille des points en fonction du cos2 des individus

correspondants:

fviz_pca_ind (res.pca, pointsize = "cos2", pointshape = 21, �ll = "#E7B800",

repel = TRUE # Évite le chevauchement de texte )
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Pour créer un bar plot de la qualité de représentation (cos2) des individus, vous pou-

vez utiliser la fonction fviz_cos2() comme décrit précédemment pour les variables:

fviz_cos2(res.pca, choice = "ind")

Pour visualiser la contribution des individus aux deux premières composantes prin-

cipales, tapez ceci:

# Contribution totale sur PC1 et PC2

fviz_contrib(res.pca, choice = "ind", axes = 1:2)

Colorer en fonction d�une variable continue quelconque
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